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Vorbemerkungen

Ich habe mich bei dieser Arbeit gemäß der Aufgabenstellung stark an Manning & Schütze, „Foundations of Statistical Natural Language Processing“ [M&S], orientiert. Dem Leser wird empfohlen, dieses Buch zur Hand zu haben.

Des weiteren benutze ich sehr häufig die englischen Termini (gedruckt in kursiv), da sie in der überwiegend anglophonen Literatur gängiger sind als deutsche Übersetzungen und da es zum Teil auch gar nicht möglich ist, ein adäquates deutsches Wort zu finden. Ich bitte daher um Verständnis.
Einleitung

Wörter haben verschiedene Bedeutungen bzw. Lesarten. Zur Illustration möchte ich zwei Lexikoneinträge aus dem Brockhaus-Wahrig [B/W] auszugsweise anführen, welche die Bedeutungen des Verbs „abnehmen“ und des Nomens „Ruf“ auflisten:


abnehmen
 1.  etw. (von etw.) entfernen, z. B. Deckel, Hut, Verband, Bart, Bein




 2.  etw. prüfend begutachten




 3.  einen Besitz beschlagnahmen, abgewinnen, rauben




 4.  eine Entschädigung abverlangen




 5.  eine Ware abkaufen




 6.  etw. entgegennehmen




 7.  eine Last wegnehmen und weitertragen, z. B. Traglast, Verpflichtung




 8.  Maschen abnehmen (Stricken) = Anzahl verringern




 9.  an Größe, Substanz verlieren




10. etw. von einem Original übertragen, z. B. Fingerabdrücke


Ruf

 1.  laute Äußerung




 2.  Laut von Tieren oder Schall eines Instrumentes




 3.  Appell von höherer Stelle




 4.  öffentliches Ansehen einer Person




 5.  Gerücht (veraltet)




 6.  Angebot, Berufung auf einen Posten




 7.  Anruf, Ferngespräch (landschaftl.)




 8.  Lockpfeife (Jägerjargon)
Diese Anzahl an Lesarten pro Wort ist zwar die Ausnahme, aber es gibt doch einige Wörter, die semantisch ambig sind. Selbst im Satzzusammenhang gibt es Fälle, wo die Bedeutung manchmal nicht sofort klar wird und man könnte gewissermaßen auf den Holzweg geführt werden. Man spricht deshalb von sog. „garden-path-phrases“ wie bei „Karl ging zu einer Bank beim alten botanischen Garten, um Geld abzuheben.“ Bis zum Ende des Hauptsatzes ist der Leser geneigt, Bank als Sitzgelegenheit zu interpretieren, wie sie in Botanischen Gärten häufiger vorkommt; erst am Satzende wird klar, dass es sich um ein Geldinstitut handelt.

Der Mensch muss bei der Sprachverarbeitung also die Ambiguitäten der Wörter erkennen und sich für die richtige Interpretation entscheiden. Man spricht von der Disambiguierung der Wortbedeutung (fortan WSD für engl.: word sense disambiguation).

Diese Aufgabe muss auch vom Computer bewältigt werden, als Teil der Sprachverarbeitung (natural language processing). Gerade bei Anwendungen wie der semantischen Analyse, automatischer Zusammenfassung oder gar maschineller Übersetzung ist WSD unerlässlich. Das WSD-System muss unter der finiten Anzahl an Wortbedeutungen eine „erzwungene Entscheidung“ (forced choice) treffen, welche Bedeutung, gegeben einen bestimmten Kontext, zutrifft.

Man unterscheidet Wörter mit verschiedenen Lesarten (wie abnehmen) oder Wörter, die unterschiedlichen Wortarten zugeordnet werden (wie im Engl.: the butter/to butter). 

Wortarten zu bestimmen ist Aufgabe des Part-of-Speech-Taggings, ein anderes Feld der maschinellen Sprachverarbeitung. Man könnte zwar Tagging und WSD zusammenfassen, indem man einerseits den unterschiedlichen Gebrauch des Wortes als Ambiguität auffasst, oder andererseits, indem man semantische Tags für ambige Wörter verwendet.

Allerdings werden Tagging und WSD, aufgrund der Unterschiede in der jeweiligen Aufgabenstellung und in den Herangehensweisen, in der Praxis getrennt untersucht. Ein großer Unterschied ist, dass der Tagger für seine Entscheidungen ein relativ kleines „Fenster“ (wenig Kontext) verwendet, wobei die semantische Disambiguierung ein größeres Fenster braucht, um sich korrekt zu entscheiden. Zum Beispiel ist in folgendem Satz für Erkennung und Disambiguierung des Wortes „abnehmen“ ein Fenster von zwölf Wörtern zwischen beiden Verb-Komponenten nötig: „Er nahm die frisch gebleichte und gestärkte Wäsche von der etwas ungeschickt angebrachten Leine ab.“

Polysemie - Homonymie

Von Polysemie spricht man bei Wörtern wie „abnehmen“ und „Ruf“, da sie mehrere  Bedeutungen aber einen einzigen etymologischen Ursprung besitzen. Homonymie hingegen ist das Phänomen, dass Wörter auf unterschiedliche Art entstanden sind, aber die gleiche Schreibweise haben bzw. gleich ausgesprochen werden. Ein Beispiel für Homonymie ist das Wort „Tau“ (Niederschlag, starkes Seil oder griechischer Buchstabe).

Bei der WSD allerdings spielt der Unterschied zwischen Polysemie und Homonymie keine Rolle, da beiden gemeinsam ist, dass unterschiedliche Wörterbucheinträge - egal auf welcher hierarchischen Ebene im Lexikon - konsultiert werden müssen.

Methodologie

Die WSD-Forschung hat eine lange Tradition in der KI und in der Computerlinguistik. Es gibt einen regelbasierten Disambiguierer von Kelly und Stone (1975). Hirst untersuchte 1987 Selektionsrestriktionen für die Disambiguierung. Aber hier wollen wir uns ausschließlich statistischen Methoden zur WSD zuwenden.

Einige methodologische Ansätze, die in der gesamten maschinellen Sprachverarbeitung von Bedeutung sind, werden gerade für die WSD wichtig. So z. B. kontrolliertes bzw. unkontrolliertes Training (ich benutze weiterhin jedoch die englischen Termini supervised bzw. unsupervised learning), künstlich hergestellte Trainingsdaten, die sog. Pseudowörter und die Entwicklung von oberen und unteren Leistungsgrenzen, um den Erfolg eines Systems richtig einzuschätzen.

Supervised vs. unsupervised learning

WSD-Algorithmen können unter anderem nach dem Kriterium unterteilt werden, ob sie  mit supervised oder unsupervised learning arbeiten.

Unter supervised learning versteht man das Training eines Systems mit Daten, die vorher mit semantischen Labels versehen wurden. So kann das System auf Grund des bereits kategorisierten Trainingskorpus selbst eine Klassifizierung vornehmen. Die Herstellung adäquat großer  Trainingsdaten ist jedoch sehr zeitintensiv und damit teuer. Bisher steht als größtes Korpus nur die Semantische Konkordanz von WordNet zur Verfügung. Deshalb muss auf verschiedene andere Quellen (knowledge sources) zurückgegriffen werden, z. B. Thesauri und Linearübersetzungen.

Beim unsupervised learning hingegen stehen dem Algorithmus keine solchen klassifizierten Korpora zur Verfügung. Das System kann deshalb nur die Wörter nach ihren Bedeutungen bündeln, aber keiner konkreten Kategorie zuordnen (clustering task).

So genannte Pseudowörter werden für Testzwecke gerne in die Korpora eingestreut,  da das Vorkommen ambiger Wörter zu selten ist und weil ambige Wörter in den Testcorpora erst von Hand disambiguiert werden müssen, um die Algorithmen zu überprüfen. Als Beispiel diene uns das Wort „Bananentür“, das je nach Kontext eben Banane oder Tür bedeuten kann.

Obere und untere Leistungsgrenzen

Um die Leistung eines Disambiguierungssystems zu beurteilen, genügt es nicht, nur die numerische Auswertung (in Prozent) zu betrachten. Man muss auch die Schwierigkeit der Aufgabe berücksichtigen. 90% Korrektheit zum Beispiel ist für einen Tagger nichts Außergewöhnliches, während man von dieser Zahl bei der maschinellen Übersetzung nur träumen kann.

Als obere Grenze wird hier die menschliche Leistung angesetzt. Oft versteht man ja auf Anhieb, welche Lesart eines Wortes gemeint ist. Testpersonen haben aber oft ihre Schwierigkeiten, wenn sie einen zu kleinen Kontext bekommen, oder wenn sie sich bei Wörtern mit sich überlappenden Bedeutungsnuancen entscheiden oder sogar untereinander einigen müssen. Auch gerade häufig verwendete Wörter machen Probleme. Leichter tut man sich vor allem bei Wörtern mit klar definierten Bedeutungen. Man muss also den konkreten Fall betrachten, um sich ein Urteil über die Leistung zu bilden.

Die untere Leistungsgrenze ist der einfachste Algorithmus, wie z. B. „nimm immer die Lesart, für die es im Trainingskorpus die meisten Vorkommen gibt“. Auch der Lesk-Algorithmus, der diejenige Bedeutung eines ambigen Wortes nimmt, dessen Kontext sich mit den Wörterbuchdefinitionen am meisten überschneiden, kann als untere Grenze hergenommen werden.

Supervised disambiguation

Noch einmal zur Erklärung: supervised bedeutet, ein bereits disambiguiertes Trainingskorpus steht dem System zur Verfügung, in dem jedes Auftreten eines ambigen Wortes mit einem semantischen Label (der Sinn sk je nach Kontext) versehen worden ist. Jede Bedeutung wird durchnummeriert und die entsprechende Zahl mit dem Wort w verknüpft. Je nach Kontext ci sollen neue Vorkommen von w korrekt klassifiziert werden.

Zwei von den vielen Algorithmen wollen wir näher betrachten. Vorher jedoch soll die hier verwendete Notation noch einmal erläutert werden:

	Symbol
	Bedeutung

	w
	ambiges Wort

	s1,...,sk,...,sK
	Bedeutungen von w

	c1,...,ci,...,cI
	Kontexte von w  in einem Korpus

	v1,...,vj,...,vJ
	Wörter im Kontext, die der Disambiguierung dienen


Bayes-Klassifikation (Gale et al. 1992)

Dieser Algorithmus hat ein sehr großes Kontext-Fenster um das zu disambiguierende Wort herum, wobei jedes Element potenziell Informationen für die Disambiguierung liefert. Alle Merkmale der Wörter in der Umgebung werden also berücksichtigt. Hierbei wird angenommen, dass auf Grund des supervised Trainings alle Vorkommen ambiger Wörter im vorhandenen Korpus mit der korrekten Bedeutung gekennzeichnet sind.

Um eine korrekte Bedeutung auszuwählen, kommt die Bayes’sche Entscheidungsregel zur An-wendung: 

Entscheide dich für  s’  falls  P(s’|c) > P(sk|c)  für  sk ≠ s’ 

Es wird also die Lesart s’ genommen, falls die Wahrscheinlichkeit der Bedeutung s’ im gegebenen Kontext c größer ist als die Wahrscheinlichkeit für sk . Für die Berechnung von P(sk|c) und die kompletten Formeln dazu verweise ich auf [M&S, Kap. 7.2.1].

Gale et al. benutzen eine bestimmte Art des Bayes Klassifizierers, den Naiven Bayes Klassifizierer, wegen seiner Effizienz und der Eigenschaft, viele verschiedene Merkmale berücksichtigen zu können. 
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Die Naive Bayes Annahme hat zwei Konsequenzen. Zum einen wird der Kontext als bag-of-words betrachtet (Menge mit Elementen, die mehr als einmal vorkommen können). Hier wird  die interne Struktur ignoriert, alle auftretenden Wörter haben die selbe Wahrscheinlichkeit. Zum anderen wird suggeriert, dass das Auftreten eines Wortes im Kontext total unabhängig von den anderen Wörtern ist. Das ist jedoch nicht wahr, da einige Wörter mit höherer Wahrscheinlichkeit in bestimmten Kontexten vorkommen. Offensichtlich aber gibt es genug Fälle, in denen der Ansatz gut funktioniert.

Mit der Naiven Bayes Annahme bekommen wir eine modifizierte Entscheidungsregel:

Entscheide dich für s’ falls gilt: 
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wobei gilt: 
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Hierbei ist C(vj , sk) die Häufigkeit eines Wortes vj in einem Kontext mit der Bedeutung sk im Trainingskorpus, C(sk) die Anzahl, wie oft sk im Trainingskorpus auftritt und C(w) die Anzahl, wie oft das ambige Wort w auftritt. P(sk) und P(vj |sk) werden also berechnet mit der „maximum-likelihood“-Einschätzung, wobei noch ein sog. smoothing, d.h. ein Abgleichen zwischen dem, was man vorfindet und dem linguistischen Modell, erfolgt.

Als Beispiel nehme ich jenes von [M&S, Tab. 7.2]. Das Wort drug kann entweder Medizin oder illegale Substanz bedeuten. „Preise“ wäre nun ein guter Indikator für den Sinn „Medizin“. Das heißt, P(Preise|’illegale Substanz’) ist niedrig und P(Preise|’Medizin’) ist hoch. Ein Kontext von drug, der „Preise“ enthält, wird also wahrscheinlicher die Bedeutung „Medizin“ haben.

Informationstheoretischer Ansatz

Im Gegensatz zum Bayes-Klassifizierer, der alle Wörter in der Umgebung berücksichtigt, will der Informationstheoretische Algorithmus exakt ein Element finden, das verlässlich Aufschluss über den hier verwendeten Sinn gibt. Grundlage dieser Vorgehensweise ist die Idee, dass in einem bestimmten Kontext bzw. einem Diskurs die Lesart eines Wortes sich nicht ändert. (s. u.)

Im Beispiel [M&S, Tab. 7.3] gibt das direkte Objekt Aufschluss über die zu wählende Übersetzung: prendre une mesure – take a measure; prendre une décision – make a decision. Andere Indikatoren sind Tempus und Wörter in unmittelbarer Umgebung.

Brown et al. (1991) schlagen den Flip-Flop-Algorithmus vor, um die Indikatoren nach der Bedeutung, die sie anzeigen, zu kategorisieren.
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Der Algorithmus implementiert die „wechselseitige Information“ (mutual information), d. h. die Menge der Information, die eine Zufallsvariable über eine andere, von ihr mehr oder weniger abhängige Variable beinhaltet. Anders gesagt, ist die mutual information ein symmetrisches, nicht negatives Maß der gemeinsamen Information in beiden Variablen. Für ein anschauliches Diagramm verweise ich auf [M&S, Fig. 2.6] und den diesbezüglichen Abschnitt. Hier sei nur kurz die Formel für zwei Zufallsvariablen X und Y dargestellt:  

Der Algorithmus, der die Indikatoren findet, sieht folgendermaßen aus:


finde zufällige Partition P = {P1,P2} von {t1,...,tm}


while (nimmt zu) do


finde Partition Q = {Q1,Q2} von {x1,...,xn}




die I(P;Q) maximiert



finde Partition P = {P1,P2} von {t1,...,tm}




die I(P;Q) maximiert


end

Er partitioniert bzw. repartitioniert die Menge der möglichen Übersetzungen und die Menge der möglichen Indikatoren solange, bis die mutual information nicht mehr zunimmt.

Im gegebenen Beispiel sind die Übersetzungen für prendre in P1={take} und P2={make} aufgeteilt. Nach dem Algorithmus liegen nun die Indikatoren auch in Partitionen vor: Q1={mesure} und Q2={décision}

Die Disambiguierung ist nun ganz einfach: Die Indizes der Partitionen werden nun verglichen und die entsprechende Bedeutung dem ambigen Wort zugewiesen. 

Der Algorithmus arbeitet in linearer Zeit, wobei das Beispiel in [M&S] nur für die Unterscheidung von 2 Bedeutungen ausgelegt ist. 

Soweit die WSD-Systeme für supervised disambiguation. Es gibt noch andere Systeme, die, wenn keine Trainingsdaten vorhanden sind, auf unsupervised oder Lexikon-basierte Arbeitsweisen umschalten können.

Lexikon-basierte Disambiguierung

Disambiguierung nach Lexikoneinträgen (Lesk, 1986)

Bei dieser Art WSD wird kein Trainingskorpus benötigt, sondern ein Wörterbuch liefert die Definitionen der Lesarten, welche durchnummeriert werden. Diejenige Bedeutung wird nun dem fraglichen Wort zugewiesen, dessen Definition sich mit den Wörtern im Kontext am meisten überlappt. Hier legt man wieder ein bag-of-words Modell zugrunde, betrachtet wird auch ein großes Kontext-Fenster.

Solch ein System kann man durch eine Kombination von Lexikon und Thesaurus verbessern:  Alle Wörter im Kontext werden durch Synonyme aus einem Thesaurus ersetzt. So erhält man eine größere Chance, dass sich die Definitionen mit dem Kontext deckt.

Alle Lexikon-basierten Algorithmen untersuchen jede Instanz eines Wortes separat. Hier werden die Annahmen von Yarowski umgesetzt, ähnlich dem Informationstheoretischen Ansatz von oben:
Eine Lesart pro Diskurs: Die Bedeutung eines Wortes ist innerhalb eines gegebenen Dokumentes in hohem Maße einheitlich.

Eine Lesart pro Kollokation: Wörter in der Umgebung liefern verlässliche Hinweise auf die Lesart eines Wortes, in Abhängigkeit der Distanz, der Reihenfolge und der syntaktischen Relation. 

Bei der Zuweisung der Lesart wird nur auf das stärkste Merkmal zurückgegriffen – einen eindeutigen Indikator. Es müssen keine verschiedenen Merkmale miteinander verknüpft werden.

Yarowsky’s Algorithmus [M&S, Fig. 7.7] implementiert die beiden Annahmen, die man auch als Beschränkungen auffassen kann. Er baut in einer Schleife zwei untereinander abhängige Mengen auf: Fk beinhaltet am Anfang charakteristische Kollokationen, Ek ist die Menge der Kontexte eines ambigen Wortes w, die einer Lesart sk zugewiesen werden. In der Schleife werden die Kontexte mit einer charakteristischen Kollokation aus Fk verknüpft. Zum Beispiel werden alle Kontexte von interest, in denen interest das Objekt von show ist, mit attention, concern verknüpft, falls in Fk eine Kollokation is the object of show gefunden wird.

Fk wird dann neu berechnet, indem nur die charakteristischsten Kollokationen ausgewählt werden. Danach wird allen Vorkommen von w die evidenteste Lesart zugewiesen.

Dieser Algorithmus ist sehr effektiv. Er liefert zwischen 90,6% und 96,5% richtige Lösungen. Dies ist ziemlich überraschend, da keine aufbereiteten Trainingsdaten erforderlich sind.
Disambiguierung basierend auf Thesaurus-Information (Yarowsky, 1992)

Jedes Wort in einem gegebenen Lexikon wird mit einem Code für einen Themenkomplex, den sog. „subject codes“ versehen. Hat ein Wort mehrere solcher Codes ist es ambig und jeder Code steht für ein anderes „subject“, eine andere Lesart.

Die Disambiguierung erfolgt, indem die Wörter im Kontext des ambigen Wortes gezählt werden, die in einem Thesaurus unter einem bestimmten Thema zusammengefasst sind. Die Lesart, auf die die meisten Wörter passt, wird dann zugeordnet. Ein Problem hierbei ist, dass ein Themenbereich oft unadäquat, bzw. zu allgemein für bestimmte Fachgebiete (Maus – Computer, Tierreich) ist und dass ein Thesaurus keine Eigennamen (Navratilova - Tennis) enthält.

Die Lösung von Yarowski ist, den Bayes-Klassifizierer zur Adaption des Systems und zur Disambiguierung zu verwenden. 

Sein Algorithmus [M&S, Fig. 7.5] fügt Worte einer Thesaurus-Kategorie (Thema) hinzu, wenn sie öfter als zufällig in den Kontexten eines bestimmten Themas erscheinen und bestimmt die Wahrscheinlichkeiten für jede Lesart eines ambigen Wortes
. Es wird eine Wertung für jedes einzelne Paar, bestehend aus Kontext und Thesaurus-Thema errechnet (Fig. 7.5, Zeile 4). Hierzu wird wieder die Naive-Bayes-Annahme gemacht. Die Variable ( ist ein Schwellenwert, der bewirkt, dass nur Paare mit hoher Wertung herangezogen werden, d. h. Kontext ist einschlägig bzw. brauchbar.

Nun wird die semantische Kategorisierung unseren Korpusdaten angepasst und P(vj|tl)  errechnet, welches die Proportion der Kontexte von vj in der Kategorie (Thema) tl ist. 

Ein Beispiel: mouse. In einem Korpus mit überwiegend technischen oder informatischen Kontexten bekommt die Lesart (Computer-Peripheriegerät) eine hohe Wahrscheinlichkeit, obwohl im Thesaurus auch die Lesart Säugetier aufgelistet ist. Falls vj nicht im Thesaurus vorkommt, wird die Lesart hinzugefügt (z. B. für den Fall Navratilova)

Zur Disambiguierung wird wieder von der Bayes’schen Entscheidungsregel Gebrauch gemacht.

Das System arbeitet allerdings unzuverlässig bei Bedeutungen, die in verschiedenen Themenbereichen liegen, z. B. abstrakte Wörter wie „Ambition“.

Disambiguierung nach Übersetzungen aus einer anderen Sprache (Dagan and Itai, 1994)

Es werden als weitere Möglichkeit verschiedene Übersetzungen eines Wortes als Indikator für seine Bedeutung verwendet. Ein Beispiel für das Wort interest [M&S, Tab. 7.7]

	
	Lesart 1
	Lesart 2

	Definition
	legal share
	attention, concern

	Übersetzung
	Beteiligung, Aktie
	Interesse

	Englischer Ausdruck
	aquire an interest
	show interest

	Übersetzung
	eine Beteiligung erwerben
	Interesse zeigen


Nicht immer sind die Beispiele so klar und schön wie hier. Bei schwierigeren Fällen ist die Übersetzung in der Fremdsprache dieselbe für beide Lesarten und es müssen mehrere Sprachen berücksichtigt werden.

Der Algorithmus von Dagan/Itai entscheidet (disambiguiert) nur bei 90% oder höherer Sicherheit. Es ist manchmal besser, keine Entscheidung zu fällen, als mit hoher Wahrscheinlichkeit daneben zu liegen.

Unsupervised disambiguation

Manchmal kann es sein, dass keine Information, ein Trainingskorpus oder ein Wörterbuch, zur Verfügung steht. Gerade bei fachspezifischen Texten oder bei allgemeinen information-retrieval- Systemen ist dies der Fall. Genau dort kommt unsupervised WSD zur Anwendung. 

Solch ein System kann keine Bedeutungen zuweisen (sense tagging), da es ja keine Information über die möglichen Lesarten hat, sondern nur Bedeutungen unterscheiden (sense discrimination), man spricht auch von „Gruppierung der Kontexte“ eines ambigen Wortes. Eine solche Context-Group-Discrimination (Schütze 1998) wollen wir uns hier näher betrachten.

Das probabilistische Modell ist wieder der Bayes-Klassifizierer, jedoch werden diesmal die Wahrscheinlichkeiten P(vj|sk) zufällig festgelegt, da ja keine Information über semantische Labels zur Hand ist. Die Wahrscheinlichkeiten werden mit Hilfe des EM-Algorithmus dann neu geschätzt. Zu diesem EM-Algorithmus (die Abkürzung steht für estimation-maximization) gäbe es viel zu sagen, was jedoch den Rahmen dieser Hausarbeit sprengen würde. 

Nur soviel: Seine allgemeinste Formulierung wurde 1977 von Dempster et al. vorgeschlagen und er kommt gerade dann zum Einsatz, wenn nur wenige Daten (hier: keine semantischen Informationen, nur verschiedene Kontexte) vorliegen. Der Algorithmus besteht im Wesentlichen aus einer Initialisierung, einem E-Schritt (estimation) und einem M-Schritt (maximization). Im E-Schritt werden Werte von Variablen berechnet, die als Wahrscheinlichkeiten für die Zugehörigkeit zu einer Gruppe (cluster) interpretiert werden. Mit den gegebenen Parametern wird also errechnet, wie wahrscheinlich es ist, dass ein Objekt (hier: Wort mit einer bestimmten Lesart) zu einem bestimmten cluster gehört. Der M-Schritt berechnet nun, gegeben diese Zugehörigkeits-Wahrscheinlichkeiten, die Parameter  des Modells. Das verbessert nun den Input für den E-Schritt. Beide Schritte werden in einer Schleife so lange wiederholt, bis sich keine signifikante Änderung in den Ergebnissen mehr ergibt.

Für unsere Anwendung heißt das nun Folgendes: Nach einer zufälligen Initialisierung wird der Logarithmus der Wahrscheinlichkeit (log likelihood) für jeden Kontext ci des ambigen Wortes w, dass die Bedeutung sk vorliegt, errechnet. Diese Werte werden nun als Trainingsdaten betrachtet und dem EM-Algorithmus zur Neuschätzung übergeben. Der Algorithmus stoppt, wenn die Wahrscheinlichkeit nicht mehr signifikant zunimmt. Nach diesen Wahrscheinlichkeiten werden die ambigen Wörter nach der Bayes’schen Entscheidungsregel in verschiedene Kontextgruppen aufgeteilt.

Die Auflösung der Ergebnisse kann durch die Variable K verbessert werden (vgl. [M&S, S. 254f]). Wählt man einen hohen Wert für K – mehr Bedeutungen – kann das System die Daten besser erklären. Fügt man eine neue Bedeutung hinzu, ist dies gerechtfertigt, wenn der Logarithmus der Wahrscheinlichkeit signifikant ansteigt. Das heißt dann, dass ein wichtiger Teil der Daten nun besser analysiert werden kann, es können mehr Bedeutungen unterschieden werden.

Die Vorteile liegen auf der Hand: Es werden bessere Unterscheidungen als in einem Wörterbuch getroffen (z. B. eine Bank beim Überfall bzw. eine Bankgesellschaft, die fusioniert). Die „Granularität“ ist also feiner, wenn K größer gewählt ist.

Als Nachteile ergeben sich jedoch eine geringere Leistungsstärke als der Lexikon-basierte Ansatz (5-10% niedriger) und eine sehr hohe Variabilität für die themenunabhängigen Bedeutungen.

Auswertung: Senseval

Nun habe ich einen kleinen Bruchteil der existierenden WSD-Systeme vorgestellt. Man möchte nun natürlich wissen, welche Programme besser abschneiden und auch welche Worte oder auch Sprachen den Systemen besonders zu schaffen machen. Aus diesem Grund wurde das Senseval-Projekt [K&R] ins Leben gerufen, wobei eine erste Auswertung 1998 für die Sprachen Englisch, Französisch und Italienisch stattfand. Inzwischen ist das Senseval-2 Projekt abgeschlossen worden. Näheres unter der Internet-Adresse www.sle.sharp.co.uk/senseval2/
Hier werde ich jedoch nur auf das erste Projekt eingehen. Natürlich war man bemüht um Anerkennung bei allen beteiligten Gremien, sowie um Transparenz und Wiederholbarkeit. Für das Englische benutzte man als Grundlage die Hector-Datenbank (entwickelt von Oxford University und Digital). Dies ist ein von Profi-Lexikographen manuell hergestelltes Trainings-/Testset und umfasst ein korpusbasiertes Wörterbuch mit vielen Beispielen, welches ein Part-of-Speech-Tagging mit hoher Akkuratesse erlaubt.

Für die Aufgabenstellung hat man folgende Entscheidung getroffen: Erstens hat man im Vorfeld bestimmte Wörter für den Test ausgewählt („lexical-choice“), da der Aufwand für einen Test mit beliebigen Wörtern („all-words“) zu hoch gewesen wäre. Zweitens wurde, wie schon erwähnt, die Hector-Datenbank für das Englische herangezogen. Dies bedeutete allerdings einen Nachteil für Systeme, für die Hector noch angepasst werden musste. Drittens wurde für die meisten Wörter Tagging und WSD getrennt getestet, wobei die vom Tagging erhaltene Information Teil des Inputs für WSD war. Viertens gab es für die jeweiligen Test-Teams drei aufeinanderfolgende Distributionen der Daten: für einen Trockenlauf zur Systemanpassung, die Trainingsdaten und die Wörter über welche die Auswertung erfolgte.

Untere Grenze für die Auswertung bildet der LESK-Algorithmus („nehme den Sinn eines Wortes, für den die meisten Wörter im Kontext des fraglichen Wortes mit der Definition übereinstimmen“), welcher schon für sich peinlicherweise sehr viele Systeme schlug. 

Die Ergebnisse: Die Systeme erzielten durchschnittlich 75% Korrektheit (Nomen 80%, Verben 70%)  und supervised arbeitende Systeme sind besser als diejenigen, die unsupervised arbeiten, sogar für Worte ohne Training-Information! 

Hierbei ist folgendes zu beachten: Ambiguitäten unterliegen einer ungleichen Verteilung (skewed distribution): Typisch für ambige Wörter ist, dass eine Lesart sehr häufig vorkommt und alle anderen sehr selten. Die Entropie für solche Fälle ist also klein. Außerdem sind einige Phänomene sehr häufig in Texten. WSD-Systeme sollten bei diesen Phänomenen gute Leistung bringen, wenn sie bei den seltenen Fällen richtige Entscheidungen treffen, geht das kaum in die Bewertung ein.

Probleme

Trotz der vielen verschiedenen Ansätze und der z. T. viel versprechenden Ergebnisse, gibt es eine ganze Reihe von Problemen, die wir nun auflisten wollen.

Problem der Abgrenzung - Vagheit

Was ist Bedeutung überhaupt? Es herrscht große Uneinigkeit bei menschlichen Testpersonen bezüglich der Lesarten, gerade bei Wörtern mit hoher Frequenz. Sehr oft sind Lexikon-Definitionen zu vage und es befinden sich wirklich ambige Sätze in den Testkorpora. Manchmal werden auch mehrere Bedeutungen gleichzeitig aktiviert, was zu unterschiedlichen Meinungen bei den Testpersonen beiträgt. Viele Fälle dieser Koaktivierung sind Fälle von systematischer Polysemie. Es gibt nämlich lexiko-semantische Regeln, die den Sinn bestimmter Wörter einer Klasse systematisch verändern. Zum Beispiel „Organisation“ bezeichnet nicht nur den Akt, etwas zu organisieren, sondern auch die Leute, die dies tun, und wird abstrakter auch als eine organisierte Einheit von bestimmten Leuten (etwa eine Firma) gesehen. Andere Beipiele aus [M&S] sind competition und administration; außerdem auch Tisch (das Möbelstück, aber auch die Leute, die etwa an einem runden Tisch beraten). Bei systematischer Polysemie helfen oft keine Fremdsprachenlexika, da dieses Phänomen in vielen Sprachen vorkommt.

Als Problem der Vagheit ergibt sich zudem die Frage, welche Bedeutungen und Definitionen überhaupt in die Trainingskorpora aufgenommen werden.

Verschiedene Informationen

Wie gesehen kann man verschiedene Informationen zur Entscheidungsfindung heranziehen: den Kontext (Bag-of-Words), die Syntax (Subjekt, Objekt) oder die Kategorie, aber auch Kollokationen (eine Bedeutung pro Kollokation) und Diskurs (eine Bedeutung pro Diskurs).

Wie und in welchem Maße können diese Informationen berücksichtigt und implementiert werden? Verben z. B. kann man besser zusammen mit syntaktischen Relationen analysieren, Nomen dagegen mit Hilfe des Kontextes.

Fehlende Standardisierung

„There are nearly as many test suites as there are researchers in this field.“ [R&Y, Abschnitt 2.1]

Anders als beim Part-of-Speech-Tagging gibt es zu viele verschiedene Herangehensweisen und untereinander inkompatible Testserien. Dies steht einer Zusammenarbeit in größerem Rahmen im Wege und erschwert die Evaluation der Systeme.

Lösungsvorschläge von Resnik und Yarowsky

Die beiden Autoren schlagen in [R&Y] verschiedene Lösungsansätze vor.

Zunächst einmal fordern sie ein besseres Evaluationskriterium, die cross-entropy. Anders als beim Kriterium des „exakten Treffers“ oder der Akkuratesse werden hier die errechneten Wahrscheinlichkeiten und der Logarithmus der Vorhersagen des sprachlichen Modells gleichzeitig berücksichtigt und gehen in die Entropie ein.

Die Fragestellung bei der Evaluation sollte ja sein, wie gut das System den Vorhersagen die Wahrscheinlichkeiten zuordnet und gerade wenn man den Output der WSD als Input für andere Systeme benötigt, sollte das Ergebnis so exakt und robust wie möglich sein.
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Die cross-entropy errechnet sich wie folgt:

N ist die Anzahl der Testelemente (test instances), PrA die Wahrscheinlichkeit ermittelt durch Algorithmus A für die korrekte Bedeutung csi des ambigen Wortes wi im contexti .  Es ist also gut, wenn das Ergebnis möglichst klein ist. (Siehe auch [M&S, S. 74])

Ein Beispiel aus [R&Y]: 

4 Systeme analysieren interest im Kontext „... bought an interest in Lydak Corp. ...“ 

	Bedeutung
	System

	
	1
	2
	3
	4

	    monetary (on a loan)
	0,47
	0,85
	0,28
	1,00

	(stake or share
	0,42
	0,05
	0,24
	0,00

	    benefit/advantage/sake
	0,06
	0,05
	0,24
	0,00

	    intellectual curiosity
	0,05
	0,05
	0,24
	0,00


	Illustration der

cross-entropy Berechnung
	System

	
	1
	2
	3
	4

	            Pr
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(csi|wi ,contexti)
	0,42
	0,05
	0,24
	0,00

	    -log 2 Pr
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(csi|wi ,contexti)
	1,25
	4,32
	2,05
	∞


Man kann beobachten, dass in der ersten Tabelle alle Systeme daneben liegen. Erst nach der Ermittlung der cross-entropy sieht man, dass System 1 das überlegene ist, da es der richtigen Lösung eine relativ hohe Wahrscheinlichkeit zuordnet. System 3 ist zu unentschlossen; die Systeme 2 und 4 sind sich ihrer Sache zu sicher.

Weiterhin schlagen Resnik und Yarowski vor, die semantische Distanz der Bedeutungen zu berücksichtigen. Fehler bei ähnlichen Bedeutungsnuancen sind weniger schlimm als Fehlklassifikationen bei Homonymen. Sie benutzen sog. Distance-Matrizen, die eine Gewichtung der Fehler erlauben.

Außerdem wünschen sie einen einheitlichen Rahmen für die Generierung eines Evaluations- und Test-Sets. Eine der Forderungen ist, eine große Datenmenge mit den Vorteilen der Auswertung einer kleinen Testmenge zu verknüpfen. Wir wollen hier jedoch nicht weiter darauf eingehen, es ist in [R&Y] nachzulesen.

Zuletzt wollen die Autoren die Einbeziehung mehrsprachiger Daten forcieren, um dem Problem, welche Lesarten in die Lexika aufzunehmen sind, entgegen zu wirken. Es wäre ihrer Meinung nach gut, möglichst viele Sprachfamilien zu berücksichtigen. Es sollen dann nur die Bedeutungen aufgenommen werden, für die es in mehreren anderen Sprachen auch unterschiedliche Übersetzungen gibt. 

Bei all diesen ziemlich sinnvollen Vorschlägen bleibt es jedoch fraglich, ob und in welchem Umfang sie in der Praxis übernommen werden.
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� Im Kommentar des Algorithmus steht das Wort categorize. Das bedeutet in diesem Zusammenhang: „einem oder mehreren Themen im Thesaurus zuordnen“
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